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ZUSAMMENFASSUNG

Die Ernte- und Betriebsberichterstattung stiitzt sich auf Schatzungen erfahrener Land-
wirtinnen und Landwirte. Es wird jedoch immer schwieriger, diese zu gewinnen und
damit die Basis fiir eine hochwertige Erntestatistik fiir Feldfriichte bereitzustellen. Um
diese Basis zu verbreitern, nutzt ein Pilotprojekt des Hessischen Statistischen Landes-
amtes Satellitendaten und Maschinelles Lernen und modelliert damit Ernteertrage fiir
vier wichtige Kulturen auf kleinrdumiger Ebene. Von dort aus kénnen die Ertrage auf
beliebige Verwaltungsebenen aggregiert werden. Dieses weitgehend automatisierte
Verfahren wurde in den Jahren 2022 und 2023 in sieben Bundesldndern getestet. Es
wird ab 2024 bundesweit eingefiihrt, damit es kiinftig in die statistische Produktion
integriert werden kann.

N Keywords: crop production statistics — remote sensing — artificial
intelligence (Al) — farming — Sentinel-2

ABSTRACT

Crop production reporting is based on estimates of experienced farmers. It is becom-
ing increasingly difficult, however, to recruit such experts and provide the basis for
generating high-quality crop production statistics. To broaden this basis, a pilot pro-
ject by the Land Statistical Office of Hessen uses satellite data and machine learning to
model crop yields for four key crops at a small area scale. From there, the yields can be
aggregated to any administrative level. This largely automated procedure was tested in
Sseven German Ldnder in 2022 and 2023. Starting in 2024, it will be rolled out across
Germany for future integration into statistical production.
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Einleitung

Unabhangige, flaichendeckende und rdumlich differen-
zierte Erntestatistiken sind eine wichtige Informations-
basis fiir Politik, Wirtschaft und die Offentlichkeit. Sie
bilden eine wesentliche Grundlage, um Versorgungs-
bilanzen zu erstellen und die Marktsituation auf natio-
naler und europdischer Ebene zu beurteilen. In der
Erntestatistik basiert die Ermittlung von Ernteertragen
fur Feldfriichte auf zwei Erhebungen, der Ernte- und
Betriebsberichterstattung (EBE) sowie der Besonderen
Ernte- und Qualitatsermittlung (BEE). Die Besondere
Ernte- und Qualitatsermittlung ist ein vergleichsweise
aufwendiges Stichprobenverfahren zur Ermittlung von
gewogenen Hektarertragen auf Basis einer Zufallsaus-
wahl an Feldern fiir die Hauptgetreidesorten, Winterraps
und Kartoffeln. Die Ernte- und Betriebsberichterstattung
basiert auf einer Vorausschadtzung freiwillig meldender
Berichterstatterinnen und Berichterstatter (Breitenfeld,
2016). Aus methodischer Sicht betrachtet hdngt die Giite
der Schatzungen von den Erfahrungen und subjektiven
Eindriicken der Meldenden ab. Sie ist damit mit mehr
Unsicherheiten behaftet als das objektive Messverfah-
ren der Besonderen Ernte- und Qualitatsermittlung.
Beide Erhebungen liefern in Verbindung mit der Boden-
nutzungshaupterhebung zu einem frilhen Zeitpunkt
objektive und reprdsentative Angaben {iber Menge und
Qualitat der Ernte ausgewahlter wichtiger Fruchtarten fiir
das gesamte Bundesgebiet und fiir die Lander.

Die BEE-Ergebnisse fiir die oben genannten Feldfriichte
werden ausschlieBlich auf Bundes- und Landesebene
ausgewiesen; um die Ertrdge weiter zu regionalisieren,
sind die Ergebnisse der Ernte- und Betriebsbericht-
erstattung notwendig. Deren Verfahren ermdglicht eine
Regionalisierung auf Kreisebene, jedoch aus Griin-
den der Geheimhaltung keine tiefere Unterteilung auf
Gemeinde- oder Gitterzellenebene. Allerdings wurden
selbst auf der Kreisebene in den letzten Jahren vermehrt
fehlende Werte in der Erntestatistik verzeichnet. In Hes-
sen betraf dies beispielsweise im Berichtsjahr 2023
durchschnittlich 38% aller Landkreise mit entspre-
chenden Anbaufldchen (Hessisches Statistisches Lan-
desamt, 2024). Ursache dafiir ist, dass es zunehmend
schwieriger wird, fachlich versierte Berichterstattende
zu gewinnen (Statistisches Bundesamt, 2024). In Hin-
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blick auf deren Altersstruktur ist zudem davon auszuge-
hen, dass sich dieses Problem weiter verscharfen wird.

Vor diesem Hintergrund ist die Nutzung von Satelliten-
daten in Kombination mit maschinellen Lernverfahren
(ML) ein vielversprechender Ansatz, um eine flachen-
deckende Regionalisierung nicht nur zu gewdhrleisten,
sondern Erntestatistiken auch auf noch kleinrdumigeren
Ebenen als bisher anbieten zu konnen. Dieses objek-
tive Verfahren kann somit die subjektiven Schatzun-
gen der Berichterstattenden erganzen. Die Europdische
Weltraumorganisation stellt durch das Copernicus-Erd-
beobachtungsprogramm der Allgemeinheit kostenfrei
und regelmaBig hochaufgeloste Satellitenbilder zur
Verfligung. Dadurch bietet sich die Moglichkeit, den
phédnologischen Zustand!! und die Entwicklung von
Feldfriichten effizient, flichendeckend und automati-
siert zu erfassen, um so eine Datenbasis fiir maschinelle
Lernverfahren zu schaffen. Eine Alternative zu solchen
statistischen Modellen stellen prozessbasierte Ertrags-
modelle dar (Arnold und andere, 2021). Diese sind
jedoch von vordefinierten Annahmen der zugrunde lie-
genden komplexen pflanzenphysiologischen Prozesse
abhangig (Leng/Hall, 2020). Daher sind sie im Vergleich
zu maschinellen Lernverfahren tendenziell weniger fle-
xibel und bediirfen in der Regel eines grofieren Entwick-
lungsaufwandes.

Das Hessische Statistische Landesamt fiihrte im Projekt
FernEE (Fernerkundliche Erfassung von Ernteertrdgen)
ab 2018 Ertragsmodellierungen fiir vier wichtige Feld-
friichte — ndmlich Wintergerste, Winterraps, Winter-
roggen und Winterweizen — fiir das Land Hessen durch
(Ghosh und andere, 2022). Die Modellierung erfolgte
retrospektiv, nachdem die Ernte eingefahren war. Hier-
fur wurden In-situ-Ertragsmessungen der Besonderen
Ernte- und Qualitdatsermittlung mit Satellitendaten und
Schlaggeometrien aus dem Integrierten Verwaltungs-
und Kontrollsystem (InVeKoS)!2 kombiniert, um statisti-
sche Ertragsmodelle zu trainieren. Ein Schlag ist hierbei
eine zusammenhdngende Flache, die mit einer einheit-
lichen Kultur und von einem Betrieb bewirtschaftet wird.

1 Der phdnologische Zustand bezieht sich auf duBerlich erkennbare
Phasen im Jahreszyklus einer Pflanzenart.

2 System zur Verwaltung und Uberwachung der Leistungen der Gemein-
samen Agrarpolitik der Europdischen Union. Antragstellende geben
dort ihre landwirtschaftlichen Parzellen und angebauten Feldfriichte
an.
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Erfassung von Ernteertrdgen mit Satellitenbildern und Maschinellem Lernen -

das Projekt FernEE 2.0

Ziel derin diesem Artikel vorgestellten nachsten Projekt-
phase FernEE 2.0 ist, den vielversprechenden Ansatz fiir
die Berichtsjahre 2022 und 2023 weiterzuentwickeln.
Hierzu zahlen vornehmlich die Ausweitung auf sieben
am Projekt teilnehmende Lander, methodische Verbes-
serungen sowie die fortschreitende Automatisierung der
Prozesskette. Die Ergebnisse sollen dariiber hinaus als
Entscheidungsgrundlage dienen, um eine Implemen-
tierung des fernerkundlichen Ansatzes in die operative
Ertragsstatistik weiter voranzutreiben.

Kapitel 2 erldutert die verwendeten Daten und die
Methodik des Verfahrens. Es folgt eine Darstellung der
Validierungsergebnisse mit den gemessenen Ertrdgen
auf Schlagebene sowie der Vergleich der amtlichen Sta-
tistik auf Kreisebene in Kapitel 3. In Kapitel 4 werden
mogliche Fehlerquellen diskutiert und Kapitel 5 gibt
einen Ausblick iber anstehende Entwicklungen.

2

Daten und Methoden

Die Methodik des Projektes basiert auf der Verkniipfung
mehrerer unterschiedlicher Datenquellen durch eine
Vielzahl von Prozessschritten. Eine Ubersicht hierzu bie-
tet N Grafik 1 auf Seite 32.

Die erste Saule der verwendeten Daten bilden georefe-
renzierte BEE-Volldrusch-Ertragsmessungen, die punk-
tuell vorliegen und die Lernreferenz der statistischen
Modelle darstellen. Ein Volldrusch bedeutet hierbei,
dass ein gesamter Schlag und nicht blof} eine Probe
gerodet wird. Die Daten haben die Statistischen Amter
derteilnehmenden Lander!3 fiir die vier oben genannten
Winterfeldfriichte bereitgestellt.

Die zweite Sdule sind Daten aus InVeKoS. Diese Daten
umfassen fiir jeden enthaltenen Schlag eines Landes
neben der Lage und Geometrie auch die angebaute Feld-
frucht.

Die dritte Sdule bilden flaichendeckende Raster aus fern-
erkundlichen, meteorologischen und bodenkundlichen
Daten, die die erkldrenden Variablen fiir die Modelle
darstellen:

3 Berlin-Brandenburg, Baden-Wiirttemberg, Bayern, Hessen, Mecklen-
burg-Vorpommern, Niedersachsen, Saarland.

Statistisches Bundesamt | WISTA | 4 | 2024

> Aus dem Copernicus-Dataspace wurden Bilder der
optischen Sentinel-2-Satelliten heruntergeladen.
Diese bieten in verschiedenen Bandern spektrale
Informationen vom sichtbaren Licht bis in den Infra-
rotbereich mit einer raumlichen Auflésung von bis zu
zehn Metern und liefern von jedem Ort Deutschlands
mindestens alle fiinf Tage eine Aufnahme.

> Monatliche meteorologische Raster fiir die Monate
April bis Juli hat der Deutsche Wetterdienst bereit-
gestellt; sie umfassen solare Einstrahlung, Boden-
feuchte, Niederschlag und Temperatur.

> Von der Webseite der Bundesanstalt fiir Geowissen-
schaften und Rohstoffe wurden zudem bundesweite
Raster der nutzbaren Feldkapazitat und der Luftkapa-
zitat heruntergeladen.

> Weiterhin gingen die Koordinaten sowie die Geldnde-
hohe der Schldge in die Modelle ein, die aus dem
digitalen Geldandemodell (DGM200) des Bundes-
amtes fiir Kartographie und Geodasie abgeleitet
wurde.

Bei der optischen Erdbeobachtung sind Wolken eine
grofe Herausforderung. Um den Informationsverlust
durch Wolkenbedeckung zu minimieren, wurden mog-
lichst wolkenfreie Sentinel-2-Szenen zundchst inner-
halb eines grof’en Zeitraums zwischen dem 1. Mai und
dem 10. Juli der Jahre 2022 und 2023 gesucht. Dieser
Zeitraum wurde gewdhlt, da er fiir Winterfriichte in der
Regel die entscheidende Wachstumsphase vor der Ernte
umfasst. Innerhalb dieses groflen Zeitraums wurden
daraufhin zwei kleinere, zweiwdchige Zeitraume identi-
fiziert, die moglichst viele der wolkenfreien Bilder ent-
halten.

Fir diese zwei Zeitrdume wurden danach die Bilder fiir
die gesamte Flache automatisiert heruntergeladen, ver-
bleibende Wolken maskiert, das heiit Wolken durch
fehlende Werte ersetzt, und die Bilder zu zwei Mosa-
iken je Land zusammengefiigt. Die Mosaike umfassen
somit moglichst wolkenfreie Bilder von verschiedenen
Tagen, die jedoch hochstens 14 Tage auseinanderlie-
gen. Diese Begrenzung soll verhindern, dass die Sen-
tinel-2-Daten allein aufgrund ihres Aufnahmedatums
allzu unterschiedliche phanologische Zustidnde im
gleichen Mosaik enthalten. Von jeder Sentinel-Szene
wurden neun verschiedene Bilder verschiedener spek-
traler Kandle genutzt, die Informationen vom sichtbaren
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Grafik 1
Vereinfachte Darstellung der Prozesskette im Projekt FernEE
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InVeKoS: Integriertes Verwaltungs- und Kontrollsystem; BEE: Besondere Ernte- und Qualitdtsermittlung; ML: Maschinelles Lernen.

Licht bis Infrarot abbilden. Aus diesen fernerkundlichen
Daten wurden schliefilich sieben verschiedene spek-
trale Vegetations- und Feuchteindizes!4 berechnet.

Um die Tabellen zum Training der maschinellen Lernver-
fahren zu erstellen, wurden die punktuellen BEE-Daten
mit den flachigen InVeKoS-Daten zundchst rdumlich ver-
kniipft. Somit war es moglich, diejenigen Schlaggeome-

4 Normalized Difference Vegetation Index, Enhanced Vegetation Index,
Normalized Difference Moisture Index, Normalized Difference Red
Edge Index, Anthocyanin Reflectance Index, Chlorophyll Red-Edge,
Modified Chlorophyll Absorption in Reflectance Index. Siehe
custom-scripts.sentinel-hub.com
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trien zu identifizieren, fiir die eine Ertragsmessung
vorlag. Fiirjeden dieser Schldage wurde daraufhin der Mit-
telwert aller Pixel, die innerhalb seiner Grenzen lagen, je
Raster berechnet. Um den Einfluss von Randbereichen
der Felder zu minimieren, wurde eine zehn Meter breite
Pufferzone am Rand der Schldage ausgeschlossen.

In der Tabelle sind damit jedem Schlag bodenkundliche,
fernerkundliche und meteorologische Werte zugeordnet
und zudem die Information, aus welchem Bundesland
die Ertragsmessung kam. Im Modelltraining wurden
ausschlieBlich Ertragsmessungen mit vollstédndigen, das
heif3t wolkenfreien, erklarenden Variablen genutzt.
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Fiir jede der vier Feldfriichte wurden eigene ML-Ertrags-
modelle mithilfe des Caret-Toolkits in der Programmier-
sprache R trainiert (Kuhn, 2008). Dies geschah jeweils
mit Daten aller sieben Lander, um eine moglichst grofRe
Trainingsbasis zu ermdoglichen. Je Feldfrucht wurden
verschiedene ML-Algorithmen!5 mit den gleichen Daten
trainiert und zu einem Ensemble zusammengefasst.
Dadurch kdnnen die jeweiligen Starken der Algorithmen
zur Geltung kommen und kann eine insgesamt robustere
Modellierung durchgefiihrt werden. Die Modellparame-
ter der einzelnen Algorithmen wurden mit einerinternen,
funffachen Kreuzvalidierung optimiert (Tuning). Eine
externe, ebenfalls flinffache Kreuzvalidierung wurde zur
Evaluation der Modellgiite herangezogen. Hierbei wur-
den jeweils 20 % der Daten als Testdaten vom gesamten
Trainingsprozess ausgeschlossen und am Ende von den
finalen Modellen vorhergesagt. Dieser Prozess wurde
daraufhin fiinfmal wiederholt, bis alle Daten einmal
vom Training ausgeschlossen wurden. Diese Validierung
simuliert den tatsdchlichen Anwendungsfall auf unbe-
kannte Daten, wobei die Qualitdt der Modellierung im
Vergleich zu den tatsadchlich gemessenen Ertragen eva-
luiert werden kann.

Die Modellierung fiir das Berichtsjahr 2022 fand nur
mit Daten aus dem Jahr 2022 statt. Fiir das Berichtsjahr
2023 wurden hingegen zwei Modellierungen verglichen.
Erstens nur mit Daten aus 2023 (Single) und zweitens
mit Trainingsdaten aus 2022 und 2023 (Multi), wobei
auch hier die Testdaten immer nur aus 2023 kamen, um
zwischen Single und Multi vergleichbare Ergebnisse zu
produzieren. Mit dem Multi-Modell soll hierbei unter-
sucht werden, ob durch die Hinzunahme eines zuriick-
liegenden Jahres der positive Effekt einer grofieren
Trainingsbasis den potenziell nachteiligen Effekt einer
schlechten Ubertragbarkeit auf das aktuelle Jahr liber-
wiegt.

Fur die tatsachliche Anwendung der Modelle wurden
zundchst alle erklarenden Variablen fiir alle InVeKoS-
Schlage extrahiert. Aufgrund von Wolkenbedeckung feh-
lende Werte in den fernerkundlichen Variablen wurden
daraufhin mit einem Random-Forest-Modell je Zeitraum
aus den liickenlosen meteorologischen und bodenkund-
lichen Variablen aufgefiillt. Dann wurden die trainierten
Ertragsmodelle auf diese Daten angewendet, sodass fiir
jeden Schlag eine Ertragsmodellierung vorlag. Es war

5 Neuronale Netze, Gradient Boosting, Random Forest, Gau3-Prozess,
Support Vector Regression, Partial Least Square Regression.
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nun moglich, diese Hektarertrdge auf die Kreisebene
und Landesebene zu aggregieren, indem sie nach Grofie
der Schldge gewichtet wurden. Schldge auf einer Grenze
zwischen zwei Landkreisen wurden hierbei dem Kreis
mit der groReren Uberlappung zugeordnet.

3

Ergebnisse

Die Ergebnisse der externen Kreuzvalidierung in
N Tabelle 1 sind ein Indikator fiir die Qualitdt des
Modells, auf bisher ungesehene Daten und Situationen
zu reagieren. Ein niedriger sogenannter Generalisie-
rungsfehler stellt sicher, dass die Modelle nicht nur die
Trainingsdaten auswendig lernen, sondern den Ernte-
ertrag auch in der Anwendung auf neue Schldge akku-
rat vorhersagen. Als Maf zur Evaluation der Modelle
wurde der mittlere absolute Fehler (MAE) gewahlt, da er
direkt angibt, wie weit die Modellierungen im Mittel von
den tatsadchlichen Werten entfernt sind. Um die Fehler
verschiedener Jahre und verschiedener Feldfriichte mit
jeweils unterschiedlichen mittleren Ertrdgen mitein-
ander vergleichen zu kénnen, wurde zudem ein relati-

Tabelle 1

Ergebnisse der externen Kreuzvalidierung der Jahre 2022
und 202311

Feldfrucht Training MAE (mittlerer nMAE (normali-
absoluter Fehler) sierter [relativer]
Fehler)
dt/ha %
2022
Wintergerste Single 9,66 12,80
Winterraps Single 4,78 11,48
Winterroggen Single 9,72 17,37
Winterweizen Single 8,69 11,23
2023
Wintergerste Single 9,11 13,08
Multi 9,05 12,99
Winterraps Single 4,45 12,44
Multi 4,40 12,31
Winterroggen Single 9,45 20,31
Multi 9,23 19,84
Winterweizen Single 9,65 13,57
Multi 9,43 13,26

1 Fiir 2023 mit Trainingsdaten nur aus dem Bezugsjahr 2023 (Single) und mit Trainings-
daten aus 2022 und 2023 (Multi).
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ver Fehler berechnet. Fiir diesen normalisierten Fehler
(nMAE) wurde der MAE durch den mittleren Ertrag aller
gemessenen Ertrage geteilt und mit 100 multipliziert,
um den prozentualen Anteil des Fehlers am Ertrag anzu-
geben.

Sowohl im Jahr 2022 als auch im Jahr 2023 weisen die
Modelle fiir Wintergerste, Winterraps und Winterwei-
zen ghnliche relative Fehler auf (zwischen 11,23 und
13,57 %), fiir Winterroggen waren diese jedoch in bei-
den Jahren deutlich héher (17,37 bis 20,31 %). Im Ver-
gleich der beiden Jahre haben die Modellierungen fiir
2022 zudem leicht niedrigere Fehlerwerte als fiir 2023.
Eine vorangegangene satellitengestiitzte Ertragsschat-
zung der Berichtsjahre 2018 und 2019 wies zum Ver-
gleich hohere relative Abweichungen zwischen 14 und
18 % fiir Winterweizen und 42 und 43 % fiir Winterraps
auf (Arnold und andere, 2021). Weiterhin wurde fir
2023 untersucht, inwiefern die Hinzunahme von Trai-
ningsdaten eines vergangenen Jahres Auswirkungen auf
die Modellqualitat hat. Fiir alle vier Feldfriichte wurde
durch das Multi-Modell der Fehler leicht verringert (siehe
Tabelle 1).

Grafik 2

Verteilungsdichte der gemessenen und modellierten
Ernteertrage fiir vier Winterfeldfriichte im Jahr 2023
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Roggen
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Dariiber hinaus ist es von Interesse, welche Werteberei-
che mafigeblich zu diesen Fehlern beigetragen haben.
A Grafik 2 zeigt anhand der gestauchten Form der rech-
ten Halften, dass die modellierten Ertrage eine geringere
Spannweite als die tatsdchlichen Ertrage (linke Halften)
aufweisen. Fiir AusreifRer mit einem hohen Ertrag wurde
also tendenziell ein zu niedriger Ertrag modelliert und
fuir niedrige Ausreifier ein zu hoher, sodass es zu einer
Stauchung um die ohnehin hdufigen Werte kommt.
Im Mittel und im Median wurden die Ertrage durch die
Modellierung hingegen sehr gut getroffen. Zu beachten
ist zudem, dass sich diese Fehler bei AusreiRern auf der
Schlagebene durch Aggregation auf die Kreisebene teil-
weise aufheben, sodass sich dieses Modellverhalten
nicht eins zu eins auf hohere Ebenen ibertragt.

A Tabelle 2 vergleicht zudem die finalen auf Kreisebene
aggregierten Ertrage mit den Kreiszahlen der amtlichen
Statistik, sofern diese im Rahmen der Geheimhaltung
verfiigbar sind. Im Gegensatz zu den Fehlern in Tabelle 1
sind die Abweichungen hier jedoch keine Referenz zu
den wahren Werten, sondern ein Vergleich mit einer
anderen Schatzung. Sie gelten aufgrund einer unter-
schiedlichen Methodik eher als grober Richtwert, wie in
Kapitel 4 ndher ausgefiihrt wird. Generell sind die Abwei-
chungen auf Kreisebene geringer als zu den gemesse-
nen Ertragen auf Schlagebene. Auf Kreisebene sind die
Abweichungen bei Roggen ebenfalls hoher als bei den
tibrigen drei Feldfriichten, fiir die zwischen den beiden
Jahren keine deutlichen Unterschiede zu erkennen sind.

Tabelle 2

Abweichung der auf Kreisebene aggregierten Modellertrage
von den EBE-Kreiszahlen der Regionaldatenbankl1

Feldfrucht Training MAE (mittlerer nMAE (normali-
absoluter Fehler) sierter [relativer]
Fehler)
dt/ha %
2022
Wintergerste Single 5,19 7,46
Winterraps Single 2,77 6,80
Winterroggen Single 7,48 13,04
Winterweizen Single 5,62 8,00
2023
Wintergerste Multi 4,88 7,42
Winterraps Multi 2,68 7,27
Winterroggen Multi 5,01 10,78
Winterweizen Multi 5,15 8,02

1 Die dargestellten Werte sind Mittelwerte {iber alle Kreise, fiir die entsprechende Statis-
tiken vorhanden waren.
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Diskussion

Eine Herausforderung des fernerkundlichen Ansatzes
besteht in dem von Jahr zu Jahr variablen Informations-
verlust durch Bewdlkung. Der hier beschrittene Losungs-
weg der Mosaikierung innerhalb eines begrenzten Zeit-
raums hat folgende Vorteile: Er stellt moglichst viele
origindre, nicht interpolierte Daten den ML-Modellen
zur Verfligung und geht durch die vergleichsweise kleine
Datenmenge sparsam mit begrenzten Speicherplatz-
und Rechenkapazitdten um. Dieser Ansatz ist jedoch
immer ein Kompromiss zwischen Informationsverlust
durch Wolken und der Inklusion unterschiedlicher pha-
nologischer Zustande.

Eine Alternative ware, alle Bilder innerhalb eines lan-
gen Zeitraums, etwa von April bis Juli, unabhadngig von
ihrer Wolkenbedeckung zu verwenden und die vielen
fehlenden Werte durch Wolken zeitlich zu interpolieren.
Damit konnte zwar die phanologische Entwicklung der
Feldfriichte umfassender abgebildet werden, aber die
Modelle wiirden auch mit deutlich mehr interpolierten
Daten trainiert werden. Zudem wiirde dieser Ansatz
deutlich mehr Speicherplatz- und Rechenkapazitdten
beanspruchen, daher hat er sich als vorerst nicht durch-
fiihrbar erwiesen.

Verschiedene Griinde kdnnen zu den in Tabelle 1 dar-
gelegten Modellabweichungen zu den tatsdchlichen
Ertragsmessungen der Besonderen Ernte- und Quali-
tatsermittlung beitragen. Die vergleichsweise geringe
Zahl an BEE-Daten, die in das Modelltraining eingingen,
hat wahrscheinlich dazu gefiihrt, dass die Lernkurve
der Modelle noch nicht ihr Optimum erreicht hat (Vie-
ring/Loog, 2023). Mehr Ertragsmessungen in den Trai-
ningsdaten, vor allem des aktuellen Jahres, geben den
Modellen diversere Beispiele, um die generellen sta-
tistischen Beziehungen zu den erkldrenden Variablen
lernen zu kénnen und dadurch robustere Ergebnisse zu
produzieren.

In der Modellierung traten hohe Fehler insbesondere bei
sehr hohen und sehr niedrigen Ertrdgen auf. Die Spann-
weite der modellierten Ertrage war dadurch geringer als
diejenige der gemessenen Ertrdge. Dementsprechend
gestaltet sich die Modellierung auf Schlagebene umso
schwieriger, je hoher die abzubildende Varianz in den
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Ertragsdaten ist. Die Varianz war flir Winterroggen und
auch allgemein im Jahr 2023 vergleichsweise hoch,
was die entsprechend hdheren relativen Fehler erkldren
kann. N Grafik 3

Grafik 3

Variationskoeffizient je Winterfeldfrucht und Jahr
in %
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Anmerkung: Hohe Variationskoeffizienten sind ein Hinweis auf eine schwierigere Model-
lierung auf Schlagebene.

Weiterhin kann es andere wichtige erklarende Variablen
geben, die bisher nicht in den Modellen beriicksichtigt
wurden. Zu nennen wdre hier die noch nicht flachen-
deckend vorliegende Information, ob ein Schlag 6kolo-
gisch oder konventionell bewirtschaftet wird. In Einzel-
fallen kann auch der Ertrag schlecht mit den spektralen
Satellitendaten korreliert sein. So sehen beispielsweise
Schldge im Satellitenbild gleich oder sehr dhnlich aus,
obwohl sie eigentlich einen unterschiedlichen Ertrag
aufweisen. Dariiber hinaus kann es nach dem letzten
Satellitenbild noch zu lokalen Hagel- oder Sturmscha-
den an der Ernte gekommen sein. Solche Phdnomene
sind jedoch zu kleinrdumig, um sie in den meteorologi-
schen 1-km-Rasterdaten addquat abbilden zu kdnnen.

Auch wenn sich die oben genannten Fehler bei der
Aggregation grofitenteils aufheben, konnen die auf
Kreisebene aggregierten Ergebnisse von denen der amt-
lichen Statistik aus weiteren Griinden abweichen:

> Zuerst wurde eine Vollerhebung aller verfiigbaren
InVeKoS-Schlédge basierend auf den BEE-Volldrusch-
messungen modelliert. Die Schatzungen der Ernte-
und Betriebsberichterstattung wurden daher in der
Modellierung nicht beriicksichtigt.
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> Die Aggregation auf hohere Ebenen erfolgte zudem
nach Belegenheit des Schlages, die amtliche Ernte-
statistik folgt jedoch dem Betriebssitzprinzip. Tech-
nisch ware eine Auswertung nach beiden Prinzipien
zu realisieren, sofern Informationen zum Betriebssitz
verfiigbar sind.

> Weiterhin geht aus den InVeKoS-Daten nicht hervor,
ob die jeweiligen Flachen tatsachlich fiir den Korn-
ertrag oder fiir die Ganzpflanzensilage genutzt wur-
den. Ob ein Schlag fiir den Kornertrag oder als Ganz-
pflanzensilage geerntet wird, ist eine individuelle
Entscheidung der Landwirtinnen und Landwirte. Sie
hangt neben dem erwarteten Ertrag auch von aktu-
ellen Marktpreisen und Lagerbestanden ab und ist
daher schwer in einem Modell abzubilden. Vor allem
im Jahr 2023 kann dies aufgrund von verbreiteten
Dauerniederschldagen zur Erntezeit zu Abweichungen
von den tatsachlichen Kornertragen gefiihrt haben.

Letztlich unterschied sich auch die Datenbasis der
Besonderen Ernte- und Qualitatsermittlung zwischen
FernEE 2.0 und der amtlichen Statistik. Aus vier ver-
schiedenen Griinden wurde das Training der Modelle
nicht mit allen theoretisch zur Verfiigung stehenden
BEE-Daten durchgefiihrt:

1. Es kamen aufgrund ihrer hheren Qualitat aus-
schlieBlich Volldruschdaten zum Einsatz. In der
Besonderen Ernte- und Qualitatsermittlung werden
teilweise auch Probeschnitte durchgefiihrt.

2. Aus manchen Bundeslandern wurden lediglich Daten
verwendet, fiir deren Nutzung die Landwirtinnen und
Landwirte ihr Einverstandnis gegeben hatten.

3. Ertragsmessungen, deren Koordinaten nicht ein-
deutig einer InVeKoS-Geometrie der passenden
Feldfrucht zugeordnet werden konnten (Koordinaten
lagen zum Beispiel im Wald), konnten nicht weiter-
verwendet werden.

4. Fur manche BEE-Daten waren aufgrund von Wolken-
bedeckung keine entsprechenden fernerkundlichen
Informationen verfligbar, weswegen sie vom Modell-
training ausgeschlossen wurden.

Trotz dieser Beschrankungen sind die Ergebnisse auf
Kreisebene sehr vielversprechend. So konnten die rela-
tiven Abweichungen zu den Kreiszahlen der amtlichen
Statistik im Vergleich zu den Ergebnissen in Arnold und
andere (2021) zum Teil deutlich reduziert werden. Eine
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exakte Ubereinstimmung des fernerkundlichen Ansat-
zes mit den Kreiszahlen der Ernte- und Betriebsbericht-
erstattung ist aus den oben genannten Griinden ohne-
hin nicht zu erwarten; vielmehr sind alle Methoden mit
gewissen Unsicherheiten verbunden und weichen daher
von den wahren Werten, also den tatsachlichen Ernte-
mengen und Ertragen auf Kreisebene, ab.

5

Fazit und Ausblick

Dieses Pilotprojekt bestatigt, dass der fernerkundliche
Ansatz fiir die Erntestatistik niitzlich sein kann. Die
Ergebnisse sind dabei nicht nur sehr vielversprechend,
sondern es wurden auch verschiedene Neuerungen
implementiert, darunter die Integration von meteoro-
logischen und bodenkundlichen Variablen sowie die
Anwendung neuer ML-Algorithmen. Dies hat die Ergeb-
nisse noch einmal deutlich verbessert.

Eine Herausforderung bestand darin, dass mit der Ein-
beziehung von sieben Bundesldndern die Wahrschein-
lichkeit einer flaichendeckend geringen Bewdlkung in
einem gegebenen Zeitraum abnahm. Dem wurde mit
einer Mosaikierung der Satellitenbilder begegnet.

Infolge dieser erfolgreichen Projektphase beschloss der
Statistische Verbund!6 im April 2024, das Vorhaben fiir
die Berichtsjahre 2024 bis 2026 fortzusetzen. Das Pro-
jekt wird vom Hessischen Statistischen Landesamt und
dem Statistischen Bundesamt geleitet und wird drei
mafRigebliche Ziele umsetzen:

1. Das Verfahren zur retrospektiven Ertragserfassung
wird auf die gesamte Bundesflache ausgeweitet und
weitere methodische Neuerungen werden eingefiihrt.
Diese umfassen eine bereits in Erprobung befind-
liche komplexere Mosaikierung ebenso wie die Inte-
gration zusatzlicher Satellitenprodukte, wodurch der
Informationsverlust durch Wolken weiter abnehmen
wird.

2. Ein operativer Regelbetrieb wird erprobt und ein
Verfahren erarbeitet, um den Ansatz dauerhaft in der
amtlichen Statistik zu implementieren.

6 Den Statistischen Verbund bilden die Statistischen Amter des Bundes
und der Lénder.
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3. Das Verfahren wird in zwei Machbarkeitsstudien
auf weitere Feldfriichte der Besonderen Ernte- und
Qualitatsermittlung erweitert (Hafer, Triticale,
Sommergerste) und eine frithzeitige Ertrags-
prognose im Sommer des laufenden Berichts-
jahres mit maschinellen Lernverfahren getestet.

Die den Modellen zur Verfligung gestellte Datenbasis
wird sich weiter verbessern, da es mehr Ertragsmessun-
gen des aktuellen Berichtsjahres aus mehr Landern wie
auch insgesamt mehr Datenjahre geben wird. Dieses
innovative Vorhaben zeigt somit, wie der Einsatz neuer
Technologien einen wichtigen Beitrag zur Statistikpro-
duktion im 21. Jahrhundert leisten kann. Ll
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